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阶段三概述：从用 AI 到造 AI 系统
阶段一让你理解 AI 是什么。阶段二让你能高效和 AI 沟通。阶段三解决更大的问题：

	阶段三的核心跨越
之前：你在「用 AI」——给 AI 发消息，得到回答，应用到工作中
之后：你在「造 AI 系统」——用代码构建完整的 AI 驱动的产品和功能

这个跨越意味着：
▸ 不只是写 Prompt，还要设计数据管道、检索系统、Agent 架构
▸ 不只是让 AI 回答好，还要保证系统稳定、可监控、可迭代
▸ 不只是解决单次任务，还要处理大规模、持续运行的 AI 工作流



本阶段六个章节：
第一章：RAG 系统——让 AI 基于你的数据回答
RAG（Retrieval-Augmented Generation，检索增强生成）是目前最实用、最广泛部署的 AI 应用模式。它解决了 LLM 最根本的问题：只知道训练数据里有的东西，不知道你的私有数据。

1.1 RAG 的核心思路
	RAG 的本质
用户提问 → 在你的数据库里搜索相关内容 → 把相关内容和问题一起发给 LLM → LLM 基于这些内容回答

类比：开卷考试 vs 闭卷考试
  没有 RAG：LLM 参加闭卷考试，只靠记忆（训练数据），容易幻觉
  有了 RAG：LLM 参加开卷考试，可以查书（你的数据），准确率大幅提升

核心优势：不需要重新训练模型，更新数据只需要更新数据库，AI 立即「学会」新内容



1.2 RAG 完整架构
两个阶段：索引阶段 + 检索阶段
	阶段
	步骤
	说明

	索引阶段
（离线，一次性）
	1. 文档加载
	从 PDF、Word、网页、数据库等加载原始数据

	
	2. 文档分块（Chunking）
	把长文档切成合适大小的片段（通常 500-1000 tokens）

	
	3. 向量化（Embedding）
	用 Embedding 模型把每个文本块转成向量

	
	4. 存储向量数据库
	把向量和原始文本存入向量数据库（Pinecone、pgvector 等）

	检索阶段
（在线，每次查询）
	5. 查询向量化
	把用户问题也转成向量

	
	6. 相似度搜索
	在向量数据库里找最相似的 Top-K 个文档块

	
	7. 上下文构建
	把检索到的内容组合成上下文

	
	8. LLM 生成
	把上下文 + 问题发给 LLM，生成最终答案



1.3 文档分块策略（Chunking）
Chunking 是 RAG 中最容易被忽视但影响最大的环节。块太大：检索到很多无关内容；块太小：丢失上下文，答案不完整。

	策略
	适合场景
	优缺点

	固定大小分块
（Fixed Size）
	通用场景快速起步
	简单，但可能在句子中间截断，破坏语义

	句子分块
（Sentence）
	新闻、评论、问答对
	语义完整，但块大小不一致

	递归字符分块
（Recursive）
	大多数文本，最常用
	按段落→句子→词的顺序分割，保持语义

	语义分块
（Semantic）
	需要高质量的场景
	用模型判断语义边界，效果最好但最慢

	文档结构分块
	有明确结构的文档（技术文档、合同）
	按标题、章节分块，保留结构信息



分块的关键参数
文档分块代码
// 用 LangChain 的递归分块（最常用）
import { RecursiveCharacterTextSplitter } from 'langchain/text_splitter';

const splitter = new RecursiveCharacterTextSplitter({
  chunkSize: 800,          // 每块最大 800 字符
  chunkOverlap: 100,       // 相邻块重叠 100 字符
  separators: ['\n\n', '\n', '。', '！', '？', ' ', ''],  // 中文友好
});

const chunks = await splitter.splitText(documentText);
console.log(`分成了 ${chunks.length} 个块`);
1.4 Embedding 模型选择
	模型
	维度
	适合场景
	价格

	OpenAI text-embedding-3-small
	1536
	通用，性价比高
	$0.02/M tokens

	OpenAI text-embedding-3-large
	3072
	高精度场景
	$0.13/M tokens

	Cohere embed-multilingual-v3
	1024
	多语言（含中文）场景
	$0.1/M tokens

	BGE-large-zh（开源）
	1024
	中文专用，可本地部署
	免费（自部署）

	Voyage（Anthropic 推荐）
	1024
	配合 Claude 使用效果好
	按量付费



	中文场景的 Embedding 选择
中文文本用通用英文 Embedding 模型效果会打折扣。
▸ 国内部署：BGE 系列（北京人工智能研究院开源）是最好的免费中文 Embedding
▸ 云端调用：Cohere multilingual 或 OpenAI 的新模型都支持中文
▸ 测试方法：用你的实际数据做检索测试，不要只看 Benchmark



1.5 向量数据库选择
	数据库
	托管方式
	适合场景
	特点

	Pinecone
	全托管云服务
	快速上线，不想管基础设施
	最简单，贵，有免费额度

	Weaviate
	自托管或云
	需要更多控制，有混合搜索需求
	功能丰富，开源

	pgvector
	自托管（PostgreSQL 插件）
	已有 PostgreSQL，不想引入新组件
	最省事，性能够用

	Chroma
	本地/自托管
	开发阶段，本地测试
	极简，纯开源，适合原型

	Milvus
	自托管或云
	大规模（亿级向量）
	高性能，部署复杂



pgvector 使用示例
// pgvector 示例（最适合已有 PostgreSQL 的项目）
-- 安装插件（PostgreSQL 15+）
CREATE EXTENSION IF NOT EXISTS vector;

-- 创建文档表
CREATE TABLE documents (
  id SERIAL PRIMARY KEY,
  content TEXT NOT NULL,
  metadata JSONB,
  embedding vector(1536)  -- OpenAI text-embedding-3-small 的维度
);

-- 创建向量索引（HNSW 算法，速度和精度平衡）
CREATE INDEX ON documents USING hnsw (embedding vector_cosine_ops);

-- 检索最相似的 5 个文档
SELECT content, metadata,
       1 - (embedding <=> $1::vector) AS similarity
FROM documents
ORDER BY embedding <=> $1::vector
LIMIT 5;


1.6 混合搜索（Hybrid Search）
纯向量搜索有个弱点：对精确关键词匹配不如传统全文搜索。混合搜索结合两者优点：

	搜索类型
	优势
	劣势

	向量搜索
	语义理解，找到「意思相近」的内容
	精确词匹配差（搜"GPT-4"可能找不到"GPT4"）

	全文搜索（BM25）
	精确关键词匹配，速度快
	不理解语义（搜"汽车"找不到"车辆"的文档）

	混合搜索
	两者结合，语义+关键词都考虑
	实现复杂度更高



混合搜索实现
// 混合搜索：向量分数 + BM25 分数 → RRF 融合
async function hybridSearch(query, topK = 5) {
  // 并行执行向量搜索和全文搜索
  const [vectorResults, bm25Results] = await Promise.all([
    vectorSearch(query, topK * 2),
    fullTextSearch(query, topK * 2),
  ]);

  // RRF（Reciprocal Rank Fusion）融合两个结果
  const scores = new Map();
  const k = 60;  // RRF 常数

  vectorResults.forEach((doc, rank) => {
    scores.set(doc.id, (scores.get(doc.id) || 0) + 1/(k + rank + 1));
  });
  bm25Results.forEach((doc, rank) => {
    scores.set(doc.id, (scores.get(doc.id) || 0) + 1/(k + rank + 1));
  });

  // 按融合分数排序，返回 Top-K
  return [...scores.entries()]
    .sort((a, b) => b[1] - a[1])
    .slice(0, topK)
    .map(([id]) => getDocById(id));
}


1.7 RAG 质量优化
常见问题和解决方案
	问题
	症状
	解决方案

	检索不到相关内容
	AI 说不知道，但数据库里其实有
	优化 Chunking 大小；换更好的 Embedding 模型；用混合搜索

	检索到太多无关内容
	AI 回答跑偏，引用了不相关段落
	提高相似度阈值（过滤低分结果）；减少 Top-K 数量

	答案和文档内容不符
	AI 忽视了检索到的内容，依然幻觉
	在 Prompt 里强调「只基于以下内容回答」；用更强的模型

	上下文太长影响质量
	AI 忽视了中间的关键内容
	对检索结果重排序（Reranking）；压缩上下文

	多文档信息整合差
	涉及多个文档的复杂问题回答不完整
	增加 Top-K；用 Map-Reduce 模式分段处理



Reranking：二次排序提升精度
Reranking 代码
// 用 Cohere Reranker 对检索结果重排序
async function rerankResults(query, documents, topN = 3) {
  const response = await cohere.rerank({
    query,
    documents: documents.map(d => d.content),
    topN,
    model: 'rerank-multilingual-v3.0',
  });

  return response.results.map(r => ({
    ...documents[r.index],
    rerankScore: r.relevanceScore,
  }));
}

// 流程：粗检索（Top-20）→ Reranking → 精选（Top-3）→ 发给 LLM

第二章：Agent 架构——设计自主规划和执行的 AI
Agent 是能「自主规划、调用工具、执行任务」的 AI 系统。从简单的单步工具调用，到复杂的多 Agent 协作，这一章系统地讲解 Agent 的设计原则和工程实现。

2.1 Agent 的核心组件
	组件
	作用
	实现方式

	规划器（Planner）
	把复杂目标分解成可执行的步骤
	LLM + CoT / ReAct Prompt

	工具（Tools）
	Agent 能调用的外部能力
	函数、API、数据库、代码执行器

	记忆（Memory）
	存储过去的经历和上下文
	短期：对话历史；长期：向量数据库

	执行器（Executor）
	实际执行工具调用
	代码层面的工具调度器

	观察器（Observer）
	处理工具返回的结果
	解析结果，判断是否成功



2.2 Agent 的四种记忆类型
	记忆类型
	类比
	存储位置
	生命周期

	感知记忆
（Sensory）
	当前看到听到的
	上下文窗口（当次输入）
	当次请求

	工作记忆
（Working）
	正在思考的
	对话历史（上下文）
	当前会话

	情节记忆
（Episodic）
	过去发生的事
	向量数据库（对话摘要）
	长期，可查询

	语义记忆
（Semantic）
	知识和技能
	RAG 知识库 + 模型权重
	永久



Agent 记忆系统
// Agent 记忆系统实现
class AgentMemory {
  // 工作记忆：当前会话对话历史
  private workingMemory: Message[] = [];

  // 情节记忆：历史会话摘要，存向量数据库
  async recallEpisodic(query: string): Promise<string[]> {
    return vectorDB.search(query, topK: 3);
  }

  // 添加新对话，超过限制时摘要并存入情节记忆
  async addMessage(msg: Message) {
    this.workingMemory.push(msg);
    if (this.workingMemory.length > 20) {
      const summary = await summarize(this.workingMemory.slice(0, 10));
      await vectorDB.insert(summary);  // 存入情节记忆
      this.workingMemory = this.workingMemory.slice(10);
    }
  }

  // 构建完整上下文（工作记忆 + 相关情节记忆）
  async buildContext(currentQuery: string): Promise<string> {
    const episodes = await this.recallEpisodic(currentQuery);
    return [
      episodes.length ? `相关历史：\n${episodes.join("\n")}` : "",
      "当前对话：",
      ...this.workingMemory.map(m => `${m.role}: ${m.content}`)
    ].filter(Boolean).join("\n");
  }
}


2.3 工具设计最佳实践
工具的设计质量直接决定 Agent 能力的上限。一个好的工具应该：

	原则
	说明
	示例

	描述要精准
	description 决定 AI 是否调用这个工具
	❌「处理订单」→ ✅「查询指定用户的订单状态，需要提供 order_id」

	参数要类型化
	所有参数明确类型和约束
	用 JSON Schema 定义：type, description, enum, required

	返回值要结构化
	返回 JSON 而不是自然语言
	方便 Agent 解析，错误也要结构化返回

	要有错误处理
	工具执行失败时返回错误信息
	{success: false, error: "订单不存在"} 而非抛出异常

	权限要最小化
	工具只能访问它需要的数据
	查询工具只读，修改工具需要额外鉴权



工具设计示例
// 好的工具定义示例
const tools = [
  {
    name: "search_orders",
    description: "搜索用户的历史订单。当用户询问订单记录、消费历史时使用。" +
                 "需要 user_id（必须）和可选的 status 过滤条件。" +
                 "返回订单列表，每个订单含 id、状态、金额、时间。",
    input_schema: {
      type: "object",
      properties: {
        user_id: { type: "string", description: "用户唯一 ID" },
        status: {
          type: "string",
          enum: ["pending","confirmed","completed","cancelled"],
          description: "订单状态过滤，不传则返回所有状态"
        },
        limit: { type: "number", description: "返回数量，默认 10，最大 50" }
      },
      required: ["user_id"]
    }
  }
];

// 工具执行函数（带错误处理）
async function executeTool(name, input, context) {
  try {
    switch(name) {
      case "search_orders":
        // 强制绑定当前用户，防止越权
        const orders = await db.searchOrders({
          ...input,
          user_id: context.currentUserId  // 忽略传入的 user_id
        });
        return { success: true, data: orders };
    }
  } catch(e) {
    return { success: false, error: e.message };  // 结构化错误
  }
}


2.4 多 Agent 架构模式
模式一：顺序链（Sequential Chain）
每个 Agent 完成自己的任务，输出传给下一个 Agent。适合有明确依赖顺序的任务。
顺序链
// 顺序链：分析 → 规划 → 执行 → 验证
async function sequentialChain(task) {
  const analysis = await analyzerAgent.run(task);
  const plan = await plannerAgent.run(analysis);
  const result = await executorAgent.run(plan);
  const verified = await validatorAgent.run(result);
  return verified;
}


模式二：监督者-工作者（Supervisor-Worker）
一个 Supervisor Agent 分解任务，分配给多个 Worker Agent 并行执行，最后汇总。
监督者-工作者
async function supervisorWorker(complexTask) {
  // Supervisor 分解任务
  const subtasks = await supervisor.decompose(complexTask);

  // Workers 并行执行
  const results = await Promise.all(
    subtasks.map(subtask => getWorker(subtask.type).run(subtask))
  );

  // Supervisor 汇总结果
  return supervisor.aggregate(results);
}


模式三：反思-修正（Reflection）
反思-修正循环
async function reflectionLoop(task, maxIterations = 3) {
  let result = await agent.generate(task);

  for (let i = 0; i < maxIterations; i++) {
    const critique = await critic.evaluate(result, task);
    if (critique.score >= 0.9) break;  // 质量够了，停止
    result = await agent.refine(result, critique.feedback);
  }

  return result;
}


2.5 Agent 的失败模式与防范
	失败模式
	描述
	防范措施

	无限循环
	Agent 在循环中卡住，一直重试同一步骤
	设置最大迭代次数（通常 10-20 次）

	目标漂移
	长任务中 Agent 忘记了原始目标
	在每次循环开始时重新注入原始目标

	过度工具调用
	每一步都调用工具，即使不需要
	在 Prompt 里说明「只在必要时调用工具」

	幻觉工具参数
	AI 捏造了不存在的参数值
	工具执行前验证参数，返回清晰的错误信息

	上下文爆炸
	工具返回结果太大，上下文被撑满
	限制工具返回大小；对大结果做摘要



第三章：Fine-tuning——何时微调，如何微调
Fine-tuning（微调）是在已有预训练模型基础上，用特定数据继续训练，使模型适应特定任务或风格。这一章讲清楚：什么时候真的需要微调，以及怎么做。

3.1 微调 vs RAG——先想清楚用哪个
	对比维度
	RAG
	Fine-tuning

	解决的问题
	模型不知道你的私有数据
	模型的行为方式/风格/能力不符合需求

	数据更新
	实时更新，立刻生效
	需要重新训练，成本高

	训练成本
	几乎为零
	低到高（取决于模型大小和数据量）

	推理成本
	略高（多了检索步骤）
	和原始模型相同

	适合场景
	知识库问答、文档查询
	特定输出格式、专业领域风格、指令遵循优化

	可解释性
	高（能看到检索到了什么）
	低（黑盒，不知道学到了什么）



	决策框架：要不要微调？
先问这三个问题：
1. 用 Prompt Engineering 能解决吗？→ 能就不微调
2. 用 RAG 能解决吗？→ 能就不微调
3. 问题是「模型不知道」还是「模型不会做」？
   ▸ 不知道 → RAG
   ▸ 不会做（格式、风格、特定任务）→ 考虑微调

只有在以上方法都不够用时，才考虑微调。



3.2 微调的适用场景
	场景
	说明
	示例

	特定输出格式
	需要模型总是输出精确格式，Prompt 控制不稳定
	医疗报告、法律合同、代码注释的固定模板

	专业领域术语
	大量领域特有概念，通用模型理解不准
	半导体工艺、金融衍生品、中医术语

	特定风格/语气
	产品需要固定的品牌声音
	客服机器人的对话风格一致性

	高频低变指令
	同一类任务大量执行，Prompt 工程已优化到极限
	大规模内容分类、信息提取

	效率优化
	用小模型+微调替代大模型，降低成本
	任务简单但调用量大时



3.3 微调数据准备
「Garbage in, garbage out」在微调中尤为重要。数据质量比数量更重要。

数据格式（以 OpenAI 格式为例，Anthropic 类似）
训练数据格式
// JSONL 格式，每行一个训练样本
{"messages": [
  {"role": "system", "content": "你是专业的法律文书助手"},
  {"role": "user", "content": "起草一份简单的保密协议"},
  {"role": "assistant", "content": "保密协议\n\n甲方：___\n乙方：___\n\n一、保密内容\n..."}
]}
{"messages": [...]}  // 下一条训练样本


数据质量检查清单
	检查项
	说明
	合格标准

	数量
	训练样本数量
	最少 50 条，推荐 500-1000+ 条

	多样性
	覆盖不同的输入变体
	同一类任务有不同的问法

	一致性
	相同类型的任务输出格式一致
	格式、风格、长度统一

	质量
	每条样本都是期望的高质量输出
	人工审核，不能有错误示范

	分布
	训练集和测试集分布一致
	随机划分，80/20 或 90/10

	无污染
	测试集没有泄露到训练集
	严格分开，不能交叉



高效收集训练数据的方法
1. 
1. 
1. 
1. 

3.4 微调流程
1. 准备数据：按格式整理，划分训练/验证集
1. 选择基础模型：任务越专业，考虑越小的专用模型
1. 设置超参数：学习率（1e-5 到 1e-4）、epoch 数（1-3）、batch size
1. 开始训练：监控 validation loss，避免过拟合
1. 评估效果：在测试集上用自动指标和人工评估
1. 与 Prompt Engineering 对比：确认微调真的带来了提升
1. 部署和监控：上线后持续监控，发现问题及时回退

	微调的常见陷阱
▸ 过拟合：模型死记训练数据，泛化能力下降——用更多数据或减少 epoch
▸ 遗忘（Catastrophic Forgetting）：微调后丧失了原有能力——加入通用数据混合训练
▸ 格式依赖：只学会了格式，没学到真正的能力——检查不同问法下的泛化情况
▸ 数据泄露：测试集被污染——严格的数据集划分流程



第四章：多模态——图像、语音与跨模态应用
多模态 AI 能处理文字以外的信息：图像、语音、视频。对前端工程师来说，这打开了一类全新的产品可能性。

4.1 图像理解（Vision）
现代 LLM（GPT-4V、Claude 3+、Gemini）能直接处理图像输入，理解图像内容并回答相关问题。

	能力
	应用场景
	注意事项

	图像描述
	自动生成图片 Alt Text；产品图片描述
	对复杂场景描述可能遗漏细节

	文字识别（OCR）
	识别图片中的文字；扫描件处理
	对手写体、艺术字识别效果差

	图表理解
	分析数据图表；解读 UI 截图
	复杂图表可能理解不准确

	视觉问答
	回答关于图片的任何问题
	不要依赖它做精确的像素级分析

	代码/UI 审查
	上传截图，AI 分析 UI 问题；看代码截图
	对低分辨率图片效果差



Claude Vision 调用
// Claude Vision API 调用
const response = await client.messages.create({
  model: 'claude-sonnet-4-6',
  max_tokens: 1024,
  messages: [{
    role: 'user',
    content: [
      {
        type: 'image',
        source: {
          type: 'base64',
          media_type: 'image/jpeg',
          data: base64ImageData,  // 图片的 base64 编码
        },
      },
      {
        type: 'text',
        text: '分析这张 UI 截图，找出所有可用性问题，按严重程度排序',
      },
    ],
  }],
});

// 也支持 URL 方式（图片必须可公开访问）
source: { type: "url", url: "https://example.com/image.jpg" }


4.2 语音处理
语音转文字（ASR）
	工具
	特点
	适合场景

	OpenAI Whisper
	开源，支持 99 种语言，准确率高
	本地部署，中文识别效果好

	Azure Speech
	企业级，实时流式
	客服系统，实时转写

	Deepgram
	API 方便，低延迟
	开发者友好，快速集成

	科大讯飞
	中文最强
	纯中文场景，中国合规



Whisper 语音转文字
// 用 OpenAI Whisper API 转写语音
import OpenAI from 'openai';
const openai = new OpenAI();

async function transcribeAudio(audioFilePath) {
  const transcription = await openai.audio.transcriptions.create({
    file: fs.createReadStream(audioFilePath),
    model: 'whisper-1',
    language: 'zh',  // 指定中文，提高准确率
    response_format: 'json',
  });
  return transcription.text;
}


文字转语音（TTS）
TTS 文字转语音
// OpenAI TTS API
const mp3 = await openai.audio.speech.create({
  model: 'tts-1',
  voice: 'alloy',  // alloy, echo, fable, onyx, nova, shimmer
  input: "你好，欢迎使用我们的服务",
});

// 保存为文件
const buffer = Buffer.from(await mp3.arrayBuffer());
fs.writeFileSync('output.mp3', buffer);


4.3 多模态应用设计模式
模式一：图像 + 文本联合理解
最常见的模式：用户上传图片，AI 结合图片内容回答问题。适合客服、电商、医疗等场景。

模式二：文档智能处理
处理 PDF、扫描件等文档：OCR 提取文字 → 向量化 → RAG 检索。比直接发给 LLM 更高效（控制成本），比纯 OCR 更智能（能理解语义）。

模式三：语音 AI 助手
经典流程：语音输入 → ASR 转文字 → LLM 处理 → TTS 输出语音。
语音助手流程
// 语音 AI 助手完整流程
async function voiceAssistant(audioInput) {
  // 1. 语音转文字
  const userText = await transcribeAudio(audioInput);
  console.log("用户说：", userText);

  // 2. LLM 处理
  const aiResponse = await chat(userText);
  console.log("AI 回复：", aiResponse);

  // 3. 文字转语音
  const audioOutput = await textToSpeech(aiResponse);
  return audioOutput;
}


4.4 多模态的工程注意事项
	问题
	说明
	应对

	图片大小
	大图片消耗大量 Token，影响成本和速度
	上传前压缩到 1024px 以内，使用合适的压缩率

	隐私风险
	用户上传图片可能含个人隐私（人脸、证件）
	告知用户图片处理方式；必要时脱敏处理

	内容安全
	用户可能上传不当图片
	接入内容审核 API（腾讯云、阿里云等）

	格式支持
	不是所有图片格式都支持
	转换为 JPEG/PNG/WebP，检查格式兼容性

	实时性
	语音/视频的实时处理延迟高
	用流式 API；做好用户预期管理




第五章：AI 评估体系——系统性衡量质量
「你无法改进你无法衡量的」——AI 系统的持续优化依赖于可靠的评估体系。这一章讲如何系统性地评估 AI 系统的质量。

5.1 为什么 AI 评估很难
1. 输出是开放性的：同一个问题有无数种正确答案，没有唯一标准
1. 质量是多维的：准确性、有用性、安全性、流畅性……哪个最重要？
1. 人类评估主观：不同人对「好答案」的判断不同
1. 规模挑战：大量样本无法全靠人工评估
1. 分布偏移：离线评估好，不代表上线效果好

5.2 评估框架：三个层次
	层次
	评估内容
	工具/方法

	单次输出质量
	这条回答好不好
	人工评估 + LLM-as-Judge

	任务完成率
	能完成用户意图的比例
	端到端测试 + 用户研究

	系统整体指标
	延迟、成本、错误率、满意度
	监控系统 + 用户反馈



5.3 自动评估指标
参考型指标（需要标准答案）
	指标
	计算方式
	适合场景

	精确匹配（EM）
	输出是否和标准答案完全一致
	封闭式问答、分类任务

	ROUGE-L
	最长公共子序列的 F1 分数
	摘要任务

	BERTScore
	用 BERT 计算语义相似度
	需要语义而非字面匹配

	BLEU
	n-gram 重叠度
	机器翻译（已较过时）



无参考型指标（不需要标准答案）
	指标
	评估什么
	局限

	困惑度（Perplexity）
	模型对输出的「确定程度」
	低困惑度不等于好质量

	一致性检查
	多次运行同一问题，结果是否一致
	只检查稳定性，不检查正确性

	LLM-as-Judge
	用强模型给输出打分
	受评估模型本身的偏见影响



5.4 LLM-as-Judge 的最佳实践
LLM-as-Judge 实现
// 完整的 LLM-as-Judge 实现
async function judgeResponse(question, response, criteria) {
  const judgePrompt = `
你是一个专业的 AI 质量评估员。请评估以下 AI 回复的质量。

【用户问题】${question}
【AI 回复】${response}

请按以下维度评分（每项 1-5 分，5 最高）：
- 准确性（内容是否正确）
- 相关性（是否回答了用户真正想问的）
- 完整性（是否涵盖了重要方面）
- 清晰度（是否易于理解）
- 安全性（是否有害内容）

重要：只输出 JSON，不要任何解释：
{"accuracy":1-5,"relevance":1-5,"completeness":1-5,"clarity":1-5,"safety":1-5,"overall":1-5,"reasoning":"一句话说明主要优缺点"}
  `;

  const result = await callClaude(judgePrompt, { temperature: 0 });
  return JSON.parse(result);
}

// 减少评估偏见：随机化 A/B 顺序
async function compareResponses(question, respA, respB) {
  const flip = Math.random() > 0.5;
  const [first, second] = flip ? [respB, respA] : [respA, respB];
  const preference = await judgePreference(question, first, second);
  return flip ? (preference === "first" ? "B" : "A") : preference;
}


5.5 RAG 系统的专项评估
RAG 系统有独特的评估维度，需要分别评估检索质量和生成质量：

	评估维度
	衡量什么
	计算方式

	Context Precision
	检索到的内容有多少是相关的
	相关文档数 / 检索总文档数

	Context Recall
	所有相关文档有多少被检索到
	被检索到的相关文档数 / 所有相关文档数

	Answer Faithfulness
	生成答案是否基于检索内容
	检查答案中的事实是否来自文档

	Answer Relevance
	生成答案是否回答了用户问题
	LLM 评估答案和问题的相关性



	RAGAS：RAG 评估框架
RAGAS 是专门为 RAG 系统设计的评估框架，自动计算上面这些指标。

安装：pip install ragas
支持：LangChain 和 LlamaIndex 集成
输出：每个维度的分数 + 综合分数

建议每次更新 Prompt 或 Chunking 策略后都跑一次 RAGAS，
量化地确认改进是否有效。



5.6 持续评估与监控
生产环境持续评估
// 生产环境持续评估流程
class ProductionEvaluator {
  // 对所有生产流量采样 5% 进行评估
  async sampleAndEvaluate(request, response) {
    if (Math.random() > 0.05) return;  // 只对 5% 的请求评估

    const scores = await this.judge(request, response);

    // 记录到监控系统
    metrics.record({
      timestamp: Date.now(),
      model: response.model,
      scores,
      latency: response.latencyMs,
      tokens: response.usage,
    });

    // 低分告警
    if (scores.overall < 3) {
      await alertTeam({ request, response, scores });
    }
  }

  // 每日生成质量报告
  async dailyReport() {
    const samples = await db.getLastDaySamples();
    return {
      avgScore: avg(samples.map(s => s.scores.overall)),
      lowScoreRate: samples.filter(s => s.scores.overall < 3).length / samples.length,
      commonFailures: analyzeFailurePatterns(samples),
    };
  }
}

第六章：工程最佳实践——构建生产级 AI 系统
把前五章的知识整合起来，这一章讲构建真正生产级 AI 系统时，工程层面必须解决的问题。

6.1 AI 系统的架构全图
	层次
	组件
	关键技术选择

	接入层
	API 网关、认证、限流
	Kong、Nginx；JWT；Redis 限流

	Prompt 层
	System Prompt 管理、版本控制
	Prompt 模板系统；Git 版本管理

	AI 层
	模型调用、重试、降级
	多模型路由；指数退避重试；备用模型

	数据层
	RAG 知识库、用户记忆、对话历史
	向量数据库；PostgreSQL；Redis

	评估层
	质量监控、A/B 测试、告警
	采样评估；Grafana；PagerDuty

	工具层
	Agent 工具集、权限控制
	工具注册表；OAuth；审计日志



6.2 Prompt 版本管理
Prompt 是代码，应该像代码一样管理：
Prompt 版本管理
// Prompt 版本管理系统
const promptRegistry = {
  'customer-service-v1.2': {
    system: "你是客服助手...",
    version: "1.2.0",
    createdAt: "2025-04-01",
    metrics: { avgScore: 4.2, sampleSize: 1000 },
  },
  'customer-service-v1.3': {
    system: "你是客服助手（改进版）...",
    version: "1.3.0",
    createdAt: "2025-04-15",
    metrics: { avgScore: 4.5, sampleSize: 500 },  // 测试中
  },
};

// A/B 测试：90% 流量用 v1.2，10% 用 v1.3
function getPrompt(userId) {
  const isInExperiment = hash(userId) % 10 === 0;
  return isInExperiment ? promptRegistry['customer-service-v1.3']
                        : promptRegistry['customer-service-v1.2'];
}


6.3 成本优化策略
	策略
	节省比例
	实现复杂度

	模型路由（简单→便宜模型）
	30-60%
	中（需要意图分类）

	Prompt Caching
	40-80%（重复上下文）
	低（API 参数）

	输出长度控制
	10-30%
	低（max_tokens 设置）

	缓存相同请求
	50-90%（高重复场景）
	中（Redis 缓存）

	批处理（Batch API）
	50%（离线场景）
	低（改用 Batch API）

	RAG 减少上下文
	20-50%
	高（需要 RAG 系统）



请求结果缓存
// 请求结果缓存（相同问题直接返回缓存）
async function cachedCall(prompt, options = {}) {
  const cacheKey = hash(prompt + JSON.stringify(options));
  const cached = await redis.get(cacheKey);
  if (cached) return JSON.parse(cached);

  const result = await callClaude(prompt, options);
  // 缓存 1 小时（根据内容时效性调整）
  await redis.setex(cacheKey, 3600, JSON.stringify(result));
  return result;
}


6.4 可靠性工程
可靠性包装
// 完整的可靠性包装
class ReliableAIClient {
  async call(prompt, options = {}) {
    const startTime = Date.now();

    // 1. 超时控制
    const timeoutPromise = new Promise((_, reject) =>
      setTimeout(() => reject(new Error("AI 请求超时")), 30000)
    );

    try {
      const result = await Promise.race([
        this.callWithRetry(prompt, options),
        timeoutPromise,
      ]);

      // 2. 记录成功指标
      metrics.record({ latency: Date.now()-startTime, status: "success" });
      return result;

    } catch (error) {
      // 3. 错误分类处理
      metrics.record({ latency: Date.now()-startTime, status: "error", error: error.message });

      if (error.status === 429) return this.handleRateLimit(prompt, options);
      if (error.status >= 500) return this.handleServerError(prompt, options);

      // 4. 降级回复
      return { text: "抱歉，服务暂时不可用，请稍后再试", fallback: true };
    }
  }

  async callWithRetry(prompt, options, maxRetries = 3) {
    for (let i = 0; i < maxRetries; i++) {
      try { return await callClaude(prompt, options); }
      catch (e) {
        if (i === maxRetries - 1) throw e;
        await sleep(Math.pow(2, i) * 1000);  // 指数退避
      }
    }
  }
}


6.5 AI 系统上线前检查清单
	生产上线前必须完成的检查
功能完整性：
□ 核心功能在 100+ 测试样本上准确率 > 90%
□ 边界情况和错误处理覆盖完整
□ 输出格式稳定（结构化输出解析成功率 > 99%）

性能与成本：
□ P95 延迟 < 5s（对话场景）或 < 30s（复杂任务）
□ 日均成本在预算内（设置了告警阈值）
□ 模型路由配置正确，不同复杂度用不同模型

安全与合规：
□ Prompt Injection 防御已验证
□ 敏感数据脱敏（手机号、身份证等）
□ 速率限制已设置
□ 用户隐私声明已更新（告知使用 AI）

可观测性：
□ 结构化日志已接入（每次 AI 调用都有记录）
□ 关键指标监控已配置（错误率、延迟、成本）
□ 告警规则已设置（错误率 > 1% 触发）
□ 有回滚方案（能快速切回旧版本或降级）



[bookmark: _GoBack]附录：阶段三速查卡

A. RAG 系统关键参数参考
	参数
	推荐值
	说明

	Chunk Size
	512-1024 tokens
	技术文档用大块；问答对用小块

	Chunk Overlap
	10-20%
	避免关键信息在块边界丢失

	Top-K 检索数
	5-10
	太少漏信息，太多加噪声

	相似度阈值
	> 0.7
	低于阈值的结果丢弃

	Reranking
	检索 Top-20，Rerank 取 Top-5
	两阶段提升精度

	Embedding 维度
	1024-1536
	够用即可，过高增加存储和计算成本



B. Agent 工具定义模板
工具定义模板
{
  name: "tool_name",
  description: "何时使用（关键词）。需要什么参数。返回什么结果。",
  input_schema: {
    type: "object",
    properties: {
      param1: { type: "string", description: "参数说明" },
      param2: { type: "number", description: "参数说明，默认值 X" },
      param3: { type: "string", enum: ["a","b","c"], description: "枚举值" }
    },
    required: ["param1"]  // 必填参数
  }
}


C. 微调数据质量检查
	检查项
	合格标准

	数量
	最少 50 条，推荐 500+

	多样性
	同一类任务有不同问法（至少 5 种变体）

	一致性
	相同类型任务输出格式 100% 一致

	质量
	100% 人工审核，无错误示范

	分布
	训练:测试 = 80:20，随机划分

	无污染
	测试集 0 条出现在训练集中



D. 阶段三学习检查清单
	完成以下才算掌握阶段三
RAG：
□ 能从零搭建一个 RAG 系统（文档加载→分块→向量化→检索→生成）
□ 实现了混合搜索（向量 + 全文）
□ 用 RAGAS 或类似工具评估过 RAG 质量

Agent：
□ 实现了完整的 Tool Use Agent 循环（含错误处理和最大迭代限制）
□ 为 Agent 实现了基本的记忆系统（工作记忆 + 情节记忆）
□ 理解并能解释 Supervisor-Worker 多 Agent 模式

Fine-tuning：
□ 能判断一个场景是否需要微调（而不是用 Prompt Engineering / RAG）
□ 知道微调数据的质量要求和准备方法

评估：
□ 为自己的 AI 系统建立了评估数据集（50+ 样本）
□ 实现了 LLM-as-Judge 评估
□ 配置了生产环境的基本监控

全部完成后，向我索取「阶段四：AI 产品与系统设计」手册
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